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Résumé — Dans cet article, nous présentons nos résultats théoriques sur les méthodes de projections aléatoires pour les données de trés grandes
dimensions, exploitées notamment dans les réseaux de neurones aléatoires. En combinant les avancées récentes de la théorie des matrices
aléatoires et 1’outil de la concentration des mesures, nous étudions en particulier les performances asymptotiques des dites extreme learning
machines, permettant ainsi une compréhension plus profonde de ce réseau de neurone aléatoire simple.

Abstract — In this paper we present our theoretical findings on random feature maps or random projections for large dimensional data in
large systems, classically found in different types of random neural networks. Combining recent advances in random matrix theory and the
concentration of measure phenomenon, we provide a new framework on the theoretical analysis of random feature maps in large dimensional
problems. As a concrete example, a study of the asymptotic performance of extreme learning machines is provided.

1 Introduction

Les réseaux de neurones grands et profonds sont devenus
aujourd’hui des incontournables pour I’apprentissage (a partir
de grandes bases de données), notamment de classificateurs ou
modeles prédictifs non linéaires. Cependant, I’apprentissage de
réseaux de neurones profonds reste aujourd’hui cofiteux, peu
adaptable et présuppose toujours de grandes bases de données
d’apprentissage.

Une alternative possible, contre-intuitive au premier abord,
consiste a utiliser des méthodes de projections aléatoires afin
d’extraire les caractéristiques (features en anglais) des don-
nées permettant d’effectuer les taches d’apprentissage. Dans
ce nouvel espace projectif, des méthodes d’apprentissage clas-
siques (régression linéaire ou logistique, machine a vecteurs de
support, etc.) peuvent alors étre utilisées. Ces méthodes appa-
raissent sous diverses formes dans la littérature : sous le nom
des extreme learning machines (ELMs) [3] dans le contexte des
réseaux de neurones, de random feature maps dans le cas d’ap-
proximations aléatoires de noyaux [8], de réseaux de neurones
récurrents aléatoires dits echo state networks [4], etc.

Ce type de réseaux connait un récent regain d’intérét ces der-
nieres années, de par ses nombreux avantages : 1) simplicité
d’utilisation et adaptabilité a des grands nombres de données,
2) surapprentissage limité sous un nombre faible de données,
3) reparamétrisation facile et adaptabilité aux flux des données
(a I’aide, par exemple, de la méthode des moindres carrés ré-
cursifs [2]) et 4) une promesse théorique du domaine des pro-
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jections aléatoires selon laquelle & log(k) projections aléatoires
sont suffisantes pour extraire 1’information pertinente de don-
nées de tres grandes dimensions représentables dans une base
de dimension k.

L’étude théorique de ces méthodes de projections aléatoires
se limite souvent a I’hypothése d’un nombre de données 7' de
dimension p constants tandis que le nombre de neurones n tend
vers 1’infini, comme dans I’exemple populaire des random fou-
rier features [8]. Dans cet article, nous nous plagons dans le
régime plus pertinent ou n, p, T’ sont grands mais commensu-
rables. En se basant sur 1’outil de la théorie des grandes ma-
trices aléatoires, nous traitons la non-linéarité délicate interve-
nant dans ces méthodes au moyen du phénomene de concentra-
tion de la mesure [6] ainsi qu’en exploitant les degrés d’indé-
pendance structurels du modele. La contribution principale du
travail porte sur I’analyse spectrale de la matrice corrélation des
données dans I’espace des projections aléatoires non-linéaires.
Cette étude est ensuite appliquée au probleme concret de 1’ana-
lyse des performances asymptotiques des méthodes de réseaux
de neurones de type extreme learning machine (ELM) [3].

Notations : Lanorme || - || est la norme euclidienne pour des
vecteurs et la norme spectrale pour des matrices, tandis que
| - |7 est la norme de Frobenius. La notation *3" indique la
converge presque sire.

2 Enoncé du Probléme

Les projecteurs aléatoires consistent a construire, a partir
des données d’entrainement X = [xy,...,x7] € RP*T une



’ SOT] €
obtenue en multipliant X par une matrice de poids aléa-

toire W € R"*P, souvent telle que les W;; sont i.i.d. N(0,1),
et ensuite en appliquant une fonction d’activation non-linéaire
o : R — R élément par élément a la matrice WX, pour obtenir
donc la matrice ¥ = o(WX) € R**7T,

Dans le cas des random fourier features ou bien le cas de
I’ELM, les méthodes d’apprentissage sont toujours basées sur
le spectre de la matrice de covariance empirique dans 1’espace
des caractéristiques %ETE, qui devient donc naturellement
I’objet central a analyser. La théorie des grandes matrices aléa-
toires prédit que le spectre de cette matrice est essentiellement
relié a la transformée de Stieltjes de la résolvante associée

matrice de “caractéristiques” (features) ¥ = [¢4, ...
RnxT

Q(z) = (;sz — zIT> -

pour z € C\ R, qui est par conséquent I’objet clé dans la
compréhension de ces méthodes.

Afin d’étudier le comportement asymptotique des projec-
tions aléatoires dans le régime ou n, p, T' — oo, nous travaille-
rons sous les hypotheéses de croissance suivantes.

Hypothese 1 (Taux de Croissance). Lorsque n — 0o,
1. p/n— ¢ € (0,00), T/n — er € (0,00)
2. X[l =o0()

3. pour évaluer la performance d I’ELM, nous avons besoin
en plus de la sortie associée Y telle que Y,;; = O(1).

Nous avons par ailleurs besoin d’imposer la condition de ré-
gularité suivante de la fonction d’activation o.

Hypothese 2 (Fonction d’activation o). La fonction o est Lip-
schitzienne avec constante de Lipschitz )\, indépendante de n.

La plus grande difficulté de cette analyse porte sur la non-
linéarité de la matrice 3. Ce probleme est résolu en exploi-
tant la caractere Lipschitz de o(-) qui permet alors d’appliquer
des inégalités de concentration de la mesure sur 1’application
W — o(WX). Par ce biais, nous parvenons a démontrer que
I’espérance E[Q] de la matrice aléatoire QQ a un comportement
asymptotique dans le régime n,p,T — oo qui s’exprime en
termes d’objets compleétement déterministes.

3 Résultats Principaux

Notre analyse commence par un résultat important lié au
phénomene de concentration de la mesure [6]. Les vecteurs
aléatoires gaussiens satisfont une propriété dite de concentra-
tion normale qui peut alors se propager a travers toute applica-
tion Lipschitzienne. Ceci nous permet en particulier d’assurer
que, pour W~ N(O I,) et X € RP*T el que | X]|| = 1,

la norme de fa = 7 o(XTw) € RT est d’ordre O(1) avec

haute probabilité. De plus, conditionnellement au fait que ﬁa’

est de norme O(1), I’application w + 1o T Ao est Lipschit-
zienne. Avec un contrdle précis des résultats de concentration
sous conditionnement, nous obtenons le lemme suivant.

Lemme 1 (Concentration de la forme quadratique). Sous [’hy-
pothése 1-2, pour w ~ N(0,1,) et 0 = o(X"w) € RT.
Nous avons pour toute matrice A € RT*T telle que ||A]| < 1
et indépendante de o,

(

pour certains ¢, C > 0 indépendants de n, avec ® = E[oo ).

n

1 1 .
—o"Ao — — tr(@A)‘ > t) < Cemenmin(ht?)
n

Le lemme 1 nous permet d’estimer les formes quadratiques
%O'TAO' par % tr(®A) avec probabilité exponentiellement proche
de 1, qui est essentiellement la version non-linéaire du lemme
de la trace (e.g., [1, Lemma B.26]) dans la théorie des grandes
matrices aléatoires. Ainsi, en utilisant maintenant ce lemme
ainsi que le fait que la matrice

ST =0X"WT) = [01,...,0,]

avec WT = [wy,...,w,]eto; = o(XTw;) € RT, ades co-
lonnes indépendantes (mais des lignes fortement dépendantes),
nous pouvons utiliser des méthodes dorénavant classiques de la
théorie des matrices aléatoires afin d’obtenir le résultat suivant.

Théoréme 1 (Equivalent asymptotique de E[Q]). Sous I’hypo-
these 1-2, pour tout € > 0, il existe ¢ > 0 tel que, pour tout
n,

IE[Q] - Q| < en®~ 2.
on Q est donnée par
~ n @ -t
==—=—-21
Q <T1+5 : T)

avec § 'unique solution positive de I’équation § = tr(<I>Q).
Trame de la Preuve. Nous introduisons oo = 7. tr (PE[Q]) et
Q = (2% — 2I7)~'. Nous déduisons de Videntité de la

résolvante A1 — B! = A"1(B- A)B~! que
BlQ - Q- ElQ- Q- EQ} 1. Q-E|Q 37z Q
—EQ 27 Q——ZE Qoiol] Q.

Tl4+«

Avec la formule de Sherman-Morrzson, pour

-1
ZIT>

1 1

nous obtenons

- n Q. icio] 1A

E[Q) - Q=ElQ)} TZ [1+;am_ian
_5Q” 2 o Ll S EiQeeT]G
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FIGURE 1 — Illustration d ’ELM

Puisque Q_; est indépendant de o ;, nous obtenons alors
n @ 1 "

EQ] - Q=EQl7-—-Q- leZE[Q,i]@Q
=1
1
+ T?]E [QETDE} Q

avecD = diag({+0]Q_;0;,—a}_) quiesttelle que |[D| —
0 quand n — oo d’apres le lemme 1. De plus, nous montrons
que |E[Q — Q_;]|| = O(n™1), ce qui nous dit que

IE[Q] - Q| — 0,

ensuite en observant le fait que

= %tr({)]E[Q]) = %tr ((I)(;li)a - zIT)_l) +o(1)

avec § = % tr(®Q) nous concluons la preuve. O

4 Exemple Concret de P’ELM

Dans cette section, nous nous concentrons sur l’exemple concret

de ’ELM, qui est une simple régression linéaire normalisée de

3 par rapport a une sortie désirée Y = [y, ...,yr] € R*T
associée a X donnée par le régresseur
8= 's 12T2+ I 71YT— 12Q( YT (D)
“Tro\T bl T 7

avec v le facteur de régularisation strictement positif, comme
illustré dans la Figure 1.
L’erreur d’entrainement de I’ELM pour les données d’entrai-
nement X est ainsi donnée par
1 T
7l =], -
Pendant la phase de test, nous con51der0ns I’ensemble de
données de test : X € RP*T de taille T', dont les sorties corres-
pondantes sont notées Y € R¥*T En appliquant le régresseur
B défini par (1) (qui ne dépend que de X et Y), nous obtenons
I’erreur de test

Eirain = m«YTYQ% 2

S

avec 3 = U(WX). Pour la convenance de I’étude de Flegt
dans la suite, nous étendons la définition de ® dans Lemme 1
pour toute paire de matrices (A, B) a

®a5 =E[0(w'A)To(w'B)]

1 N
Etcst = ? HYT -

avec w ~ N (0,1,) et notons
n Pan

T1406
Pour simplifier les notations, nous notons ® = &xx et ¥ =

Uxx.

En étendant le lemme 1, nous pouvons démontrer que les
erreurs Elain €t Fiesy convergent (donc vers leur espérance).
Concernant E[Ey,,i,], nous avons notamment

2
gl T 2
E[Etrain] = ?tr (Y YE[Q ])
qui nous conduit a 1’analyse asymptotique de E[Q?] ou plus
généralement de E[QAQ)] pour toute matrice A déterministe,
qui nécessite plus d’efforts et est annoncé sans preuve ici. Nous
renvoyons les lecteurs a [7] pour la démonstration compléte.

Proposition 1 (Equivalent asymptotique de E[QAQ)]). Soit
A la matrice ® ou une matrice symétrique de norme bornée.
Alors, sous I’hypothése 1-2, avec la matrice Q donnée dans le
théoréme 1, pour tout € > 0, il existe une constante c telle que

2tr (PQA
QAQ - Q@Q7’drg?g%

En prenant A la matrice d’identité, nous accédons a 1’équi-
valent déterministe de I’erreur d’entrainement F}.,;, dans le
régime ol n,p, T — oo. La dérivation de I’erreur de test né-
cessite plus d’efforts et sera annoncée sans démonstration dans
le théoréme suivant.

Théoreme 2 (Performance de 'ELM). Sous I’hypothése 1-2,
pour tout € > 0,

E[QAQ] -

1_ = p.s.
nz" ¢ (Etrain - Etrain) — 0

1_ = p.S.
n2"¢ (Etest - Etest) — 0

ou

_ 2 ) 1 OTE
Etrain = T (YTYQ [M‘IJ .

y

“4)

T — 5 tr(P?Q?)

et Fiost est donnée par [’équation (6).

Notons que Q qui dépend implicitement de la matrice ® est
au cceur du Théoreme 2. L’évaluation de la matrice ® o pour
deux matrices arbitraires A, B requiert naturellement 1’évalua-
tion de ses entrées et donc revient a calculer, pour deux vecteurs
arbitraires a, b € R?, lavaleur de ®(a,b) = E[o(w'a)o(wb)],
avec w ~ N(0,I,). Les résultats pour quelques fonctions
d’activation o couramment utilisées sont fournis dans Table 1.
Encore une fois, nous renvoyons les lecteurs a [7] dans lequel
tous les détails de calculs sont donnés.

La matrice ® joue ici le rdle de la matrices a noyau qui se-
rait obtenue dans la limite n — oo seul comme prédit dans
[8]. I est facile de voir en effet ici que pour 7'/n,p/n — 0,
I’ELM devient équivalent a une régression linéaire par noyau.
Ces liens entre matrice a noyau et projections aléatoires sont
aussi mis en évidence dans le contexte d’autres méthodes d’ap-
prentissage, ce qui confere a cette étude une dimension d’ou-
verture plus large que seulement restreintes aux ELM.



Lir(YTYQUQ)

Lo T avTl’
Etest:% Y -9 QY HF-I-

1— % tr(\P2Q2)

1 1 _
{A tr¥Weg — 7 tr(Ir +vQ)(¥x

7 x‘I’XxQ)] - 6)

O’(t) q’ab
t a'b
max(t,0) | 5 [lal|[b] (l(a, b) arccos (—Z(a, b)) + /1 — 4(a,b)2)
2 - 2a'b
erf(t) = arcsin \/(1+2Ia|2)(1+2|b|2)2
cos(t) exp (f% (HaH2 + ||b||2)) cosh(a'b)
sin(t) exp (=% (Jla[|? + |[b[|?)) sinh(a"b)

TABLE 1 — Valeur de ®,p, pour w ~ N(0,1,), Z(a,b)

_ a'b
= [lalllibll*

5 Illustrations Numériques

Nous testons maintenant nos résultats théoriques sur la base
de données MNIST [5]. Ici, nous considérons une tache de clas-
sification binaire des images des chiffres manuscrits de taille
28 x 28, chaque image étant représentée par un vecteur de taille
p = 784, avec une ELM de n = 512 unités de neurones et W
de type Gaussien standard. La base de donnée est composée de
T = T = 1024 échantillons : 1024 images du chiffre sept et
1024 du chiffre neuf sont extraits aléatoirement et repartis en
512 échantillons d’entrainement et 512 échantillons de test.

Dans la figure 2 nous évaluons la performance de 'ELM
pour certaines fonctions Lipschitziennes o (linéaire, erf(t) ainsi
que ReLU(¢) = max(t,0)) en fonction de I"hyper-parametre
~. Nous comparons I’erreur quadratique moyenne empirique
a ’approximant asymptotique donné par le théoréme 2. Nous
pouvons constater une précision impressionnante de nos résul-
tats théoriques dans ce contexte, quand bien méme limité a as-
sez peu de données.

100 T TTTTTIT
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FIGURE 2 — Performance de I’ELM pour o Lipschitzienne, en
fonction de -, pour 2-classe données de MNIST (sept et neuf),
n=2>512,T =T = 1024, p = 784.

6 Conclusion

Ce travail apporte une nouvelle compréhension des méthodes
de projections aléatoires a 1’aide de I’outil de la théorie des
grandes matrices aléatoires. Il ouvre également la voie a 1’ana-
lyse et I’amélioration d’algorithmes standards dans le contexte
plus large de I’apprentissage automatisé des grands systemes,
dont les réseaux de neurones, qui sont au centre des questions
modernes du traitement du signal et des données.
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