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本讲在课程中的位置

第 3讲

线性模型

第 4讲

MLP
本次课程

第 5讲

CNN
第 6讲

生成模型

非线性表示、反向传播、训练与泛化
本讲建立从线性分类模型到深层视觉模型的桥梁



本讲内容

01 从线性模型到多层感知机

02 用反向传播训练多层感知机

03 模型的训练与泛化



1
从线性模型到多层感知机



1 回顾：线性基线犯了哪些错误？

第三讲中的广义线性基线
测试准确率约 82.8%

套衫、外套与衬衫相互混淆
运动鞋与短靴易相互混淆
相近轮廓需要组合多个局部
证据

思考
保持（广义）线性模型，继续增加
模型参数，能解决这些错误吗？

来源：https://github.com/zalandoresearch/fashion-mnist
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1 线性模型只能独立加权像素证据

线性类别得分

𝑠𝑘 = 𝐰⊤
𝑘 𝐱 + 𝑏𝑘 =

𝑑
∑
𝑗=1

𝑤𝑗𝑘𝑥𝑗 + 𝑏𝑘

每个像素先独立贡献得分
所有贡献只经过一次加权求和
边界始终是一个超平面

鞋底像素

鞋帮像素

轮廓像素

独立加权求和 得分 𝑠𝑘

无法直接表达
鞋底与鞋帮同时出现
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1 两个线性层？仍然会“合并”为一个线性层

𝐡 = 𝐖⊤
1 𝐱 + 𝐛1

𝐬 = 𝐖⊤
2 𝐡 + 𝐛2

= 𝐖⊤
2𝐖

⊤
1⏟⏟⏟⏟⏟⏟⏟⏟⏟

𝐖⊤
eff

𝐱 +𝐖⊤
2 𝐛1 + 𝐛2⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟
𝐛eff

结论
两个连续线性层仍然等价于一个线性变换

𝐱 𝐡 𝐬
𝐖⊤

1 , 𝐛1

线性层 1

𝐖⊤
2 , 𝐛2

线性层 2

一个等效线性层
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1 激活函数：复合函数带来非线性

定义｜激活函数
激活函数作用于线性变换结果，可以带来非线性

𝐳 = 𝐖⊤
1 𝐱 + 𝐛1 𝐡 = 𝜙(𝐳)

输入 𝐱 线性变换𝐖1, 𝐛1 非线性 𝜙 线性变换𝐖2, 𝐛2 得分 𝐬

结论
参数数量可以增加容量，非线性激活改变函数类型（线性⇒非线性函数）
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1 激活函数：从 Sigmoid的饱和区到 ReLU

−4 4

0.5

1

Sigmoid与导数

𝜎(𝑧) 𝜎 ′(𝑧)
−2 2

1

2

3

ReLU

结论
Sigmoid函数在饱和区的梯度接近 0
ReLU在正区间保留梯度（= 1）：利于（基于梯度的）模型训练
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1 单隐藏层多层感知机怎样计算类别得分？

𝐱 ∈ ℝ784 𝐳 ∈ ℝ𝑟 𝐡 = ReLU(𝐳) 𝐬 ∈ ℝ10
𝐖1, 𝐛1 𝐖2, 𝐛2

模型结构
输入图像 ℝ784 ⇒隐藏层宽度（神经元
个数）ℝ𝑟 ⇒输出类别得分 ℝ10

定义｜多层感知机
多层感知机（Multilayer Perceptron，MLP）
由线性层与非线性激活函数复合而成
本讲先研究单隐藏层MLP
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1 一张图说清楚前向传播

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

𝐳 = 𝐖⊤
1 𝐱 + 𝐛1 ∈ ℝ𝑟

𝐡 = ReLU(𝐳) ∈ ℝ𝑟

𝐬 = 𝐖⊤
2 𝐡 + 𝐛2 ∈ ℝ𝐾

𝐩 = Softmax(𝐬) ∈ ℝ𝐾

𝐿 = −𝐲⊤ log 𝐩 ∈ ℝ

= −
𝐾

∑
𝑘=1

𝑦𝑘 log 𝑝𝑘 = − log 𝑝𝑦

结论
箭头：从左到右的前向计算
𝐲 ∈ {0, 1}𝐾：one-hot标签向量
输入⇒表示⇒类别得分⇒
概率与损失
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1 Half-moon数据集上的线性和非线性决策边界

线性 Softmax 双线性层+Softmax ReLU MLP

结论
ReLU MLP通过多个激活区域形成明显的分段线性（整体非线性）边界
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1 ReLU是三种模型之间的关键结构差别

模型 从输入到得分的映射 函数类别

单线性层 𝐬 = 𝐖⊤𝐱 + 𝐛 线性
双线性层 𝐬 = 𝐖⊤

2 (𝐖⊤
1 𝐱 + 𝐛1) + 𝐛2 = 𝐖̃⊤𝐱 + 𝐛̃ 仍然线性

ReLU MLP 𝐬 = 𝐖⊤
2 ReLU(𝐖⊤

1 𝐱 + 𝐛1) + 𝐛2 非线性

先比较函数类别
前两种模型都能合并为一个线性层

再控制参数量
后两种模型参数量相同，只差 ReLU

结论
接下来观察 ReLU如何把线性响应 𝑧𝑗变为非线性表示坐标 ℎ𝑗
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1 ReLU门控产生非线性表示

ReLU门控
𝑧𝑗 = 𝐰⊤

𝑗 𝐱 + 𝑏𝑗 ℎ𝑗 = ReLU(𝑧𝑗) = max(0, 𝑧𝑗)

线性中间层
ℎ𝑗 = 𝑧𝑗
中间层只做线性换坐标
输入空间中仍是固定的线性映射

ReLU中间层
关闭：𝑧𝑗 ≤ 0 ⇒ ℎ𝑗 = 0 激活：𝑧𝑗 > 0 ⇒ ℎ𝑗 = 𝑧𝑗

⟶
该单元在短靴样本上产生较大正响应

结论
多个 ReLU单元的开关组合随 𝐱改变，模型在不同输入区域使用不同的线性映射
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1 表示 𝐡让线性输出层完成分类

类别得分差

𝐡 = [ℎ1, … , ℎ𝑟]⊤, 𝑚𝑎,𝑏 = 𝑠𝑎 − 𝑠𝑏 = (𝐰𝑎 − 𝐰𝑏)⊤𝐡 + (𝑏𝑎 − 𝑏𝑏) ≶ 0

−5 0 5
0

5

10

15 门限 0

𝑚T 恤,衬衫

样
本
比
例

%

T恤与衬衫 成对正确率 84.7%

T 恤 衬衫

−5 0 5
0

5

10

15 门限 0

𝑚套衫,外套

样
本
比
例

%

套衫与外套 成对正确率 84.7%

套衫 外套

结论
输出层在表示空间中画线性边界；+隐藏非线性层，输入空间中边界为非线性
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1 能够逼近 ≠能够训练和泛化

目标函数

MLP逼近

万能逼近定理 Universal Approximation
在适当条件下，足够宽的单隐藏层MLP
可以在紧集上把连续函数逼近到任意
精度

但是，考虑实际应用时：
不保证网络很小
不保证梯度下降（或其他训练方法）
找到目标解
不保证有限数据下泛化良好
不保证忽略图像结构仍然高效

来源：Cybenko 1989
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1 表达能力已经增加，参数怎样“学”出来？

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

线性层
混合输入证据

ReLU
引入非线性

表示 𝐡
重新组织原始像素

思考
损失怎样把修改方向“传回”每一层参数：反向传播
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2
用反向传播训练多层感知机



2 模型参数为什么会影响最终损失？

𝐖1 𝐳 𝐡 𝐬 𝐩 𝐿

变化方向

梯度
参数发生（局部微小）变化时，最终损失怎样变化

结论
𝐖1通过后续节点影响损失 𝐿
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2 前向传播可展开为计算图

复合表达式

𝐿 = 1
2
(𝑎𝑏 + 𝑐)2

长公式隐藏了依赖顺序
局部操作的导数更容易复用

𝑎

𝑏

𝑢 = 𝑎𝑏

𝑐

𝑞 = 𝑢 + 𝑐 𝐿 = 𝑞2/2

结论
变量是节点，操作连接节点，图保存每个量依赖于谁
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2 反向传播只需要局部规则

上游梯度、局部导数和链式法则
若 𝑣 = 𝑔(𝑢)，则

𝜕𝐿
𝜕𝑢

= 𝜕𝐿
𝜕𝑣⏟

上游梯度

𝜕𝑣
𝜕𝑢⏟

局部导数

𝑢 𝑣 = 𝑔(𝑢) 𝐿
𝜕𝐿/𝜕𝑣𝜕𝐿/𝜕𝑢

结论
将复杂计算拆解为局部操作，逐一实现
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2 同一计算图中的前向与反向传播

前向从左到右计算节点值 反向从右到左计算梯度

𝑎 = 2
𝜕𝐿/𝜕𝑎 = −3

𝑏 = −3
𝜕𝐿/𝜕𝑏 = 2

𝑢 = −6
𝜕𝐿/𝜕𝑢 = 1

𝑐 = 7
𝜕𝐿/𝜕𝑐 = 1

𝑞 = 1
𝜕𝐿/𝜕𝑞 = 1

𝐿 = 0.5
𝜕𝐿/𝜕𝐿 = 1

节点第一行记录前向值，第二行记录反向梯度
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2 分支节点的梯度需要相加

𝑎

𝑢 = 𝑎 + 𝑏

𝑣 = 𝑎 + 𝑐

𝐿 = 𝑢𝑣

𝜕𝐿
𝜕𝑎

= 𝜕𝐿
𝜕𝑎

|
𝑎→𝑢

+ 𝜕𝐿
𝜕𝑎

|
𝑎→𝑣

分支规则
前向时复制数值，反向时累加梯度
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2 反向传播是链式法则的组织方式

定义｜反向传播
从标量损失出发，按计算图顺序组合“组合”局部导数，得到每个参数的梯度

前向计算 保存中间量 反向传播 累加参数梯度

结论
反向传播不是新的求导定理，而是高效复用链式法则的计算方法
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2 单隐藏层MLP的计算图

从标量到向量与矩阵
局部链式法则不变，节点值、梯度和局部导数变为向量或矩阵

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

需要求梯度的参数 𝐖1, 𝐛1,𝐖2, 𝐛2

结论
反向传播从 𝐿出发，沿计算图反方向将梯度“传回”各参数
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2 Softmax交叉熵给出输出梯度

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

回顾｜ Softmax交叉熵

𝑝𝑘 =
exp(𝑠𝑘)

∑𝐾
𝑗=1 exp(𝑠𝑗)

𝐿 = −
𝐾

∑
𝑘=1

𝑦𝑘 log 𝑝𝑘

𝜕𝐿
𝜕𝑠𝑘

= 𝑝𝑘 − 𝑦𝑘 𝜹𝑠 =
𝜕𝐿
𝜕𝐬

= 𝐩 − 𝐲 ∈ ℝ𝐾

结论
正确类别 𝑦𝑘 = 1：梯度为 𝑝𝑘 − 1 其他类别 𝑦𝑘 = 0：梯度为 𝑝𝑘
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2 输出层参数怎样获得梯度？

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

∇𝐖2𝐿 = 𝐡𝜹⊤𝑠 ∈ ℝ𝑟×𝐾

∇𝐛2𝐿 = 𝜹𝑠 ∈ ℝ𝐾
尺寸检查

(𝑟 × 1)(1 × 𝐾) = 𝑟 × 𝐾
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2 梯度怎样穿过输出层和 ReLU？

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

𝜹ℎ =
𝜕𝐿
𝜕𝐡

= 𝐖2𝜹𝑠 ∈ ℝ𝑟

𝜹𝑧 =
𝜕𝐿
𝜕𝐳

= 𝜹ℎ ⊙ 𝟙[𝐳 > 0] ∈ ℝ𝑟

结论
ReLU是“门控”，𝑧𝑗 < 0的路径在当前样本上梯度为 0

廖振宇 深度学习与计算机视觉 用反向传播训练多层感知机 23 / 52



2 输入层参数怎样获得梯度？

𝐱
𝑑

𝐳
𝑟

𝐡
𝑟

𝐬
𝐾

𝐩
𝐾

𝐿
标量

𝐖1, 𝐛1 ReLU 𝐖2, 𝐛2 Softmax 交叉熵

∇𝐖1𝐿 = 𝐱𝜹⊤𝑧 ∈ ℝ𝑑×𝑟

∇𝐛1𝐿 = 𝜹𝑧 ∈ ℝ𝑟
尺寸检查

(𝑑 × 1)(1 × 𝑟) = 𝑑 × 𝑟

廖振宇 深度学习与计算机视觉 用反向传播训练多层感知机 24 / 52



2 一张表总结前向和反向传播

前向 计算

𝐳 𝐖⊤
1 𝐱 + 𝐛1

𝐡 ReLU(𝐳)

𝐬 𝐖⊤
2 𝐡 + 𝐛2

𝐩 Softmax(𝐬)

𝐿 − log 𝑝𝑦

反向 计算

𝜹𝑠 𝐩 − 𝐲

∇𝐖2
𝐿 𝐡𝜹⊤𝑠

𝜹ℎ 𝐖2𝜹𝑠
𝜹𝑧 𝜹ℎ ⊙ 𝟙[𝐳 > 0]

∇𝐖1
𝐿 𝐱𝜹⊤𝑧

结论
反向传播按前向计算的相反顺序应用链式法则
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2 单样本与 mini-batch的公式对应

损失与输出误差
单样本 𝐿 = − log 𝑝𝑦, 𝜹𝑠 = 𝐩 − 𝐲

mini-batch 𝐿𝐵 = − 1
𝑚

𝑚
∑
𝑖=1

log 𝑝(𝑖)𝑦𝑖 , 𝚫𝑆 =
𝐏𝐵 − 𝐘𝐵

𝑚

反向步骤 单样本 mini-batch（按列堆叠 𝑚个样本）

输出层参数
∇𝐖2𝐿 = 𝐡𝜹⊤𝑠
∇𝐛2𝐿 = 𝜹𝑠

∇𝐖2𝐿𝐵 = 𝐇𝐵𝚫⊤
𝑆

∇𝐛2𝐿𝐵 = 𝚫𝑆𝟏𝑚
传回表示 𝜹ℎ = 𝐖2𝜹𝑠 𝚫𝐻 = 𝐖2𝚫𝑆

穿过 ReLU 𝜹𝑧 = 𝜹ℎ ⊙ 𝟙[𝐳 > 0] 𝚫𝑍 = 𝚫𝐻 ⊙ 𝟙[𝐙𝐵 > 0]

输入层参数
∇𝐖1𝐿 = 𝐱𝜹⊤𝑧
∇𝐛1𝐿 = 𝜹𝑧

∇𝐖1𝐿𝐵 = 𝐗𝐵𝚫⊤
𝑍

∇𝐛1𝐿𝐵 = 𝚫𝑍𝟏𝑚

结论
单样本外积在 mini-batch中变成矩阵乘法，1/𝑚负责对样本梯度取平均
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2 梯度下降更新模型参数

一次 mini-batch更新

𝜽(𝑡 + 1) = 𝜽(𝑡) − 𝜂 ⋅ ∇𝜽𝐿𝐵

𝜽 = {𝐖1, 𝐛1,𝐖2, 𝐛2}

其中 𝐿𝐵为当前 mini-batch上交
叉熵损失
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2 有限差分法用于数值梯度检查

导数是函数局部的切线斜率
𝜕𝐿
𝜕𝜃𝑖

= lim
𝜀→0

𝐿(𝜃𝑖 + 𝜀) − 𝐿(𝜃𝑖)
𝜀

定义 |中心有限差分法

𝑔num
𝑖 =

𝐿(𝜃𝑖 + 𝜀) − 𝐿(𝜃𝑖 − 𝜀)
2𝜀

= 𝜕𝐿
𝜕𝜃𝑖

+ 𝒪(𝜀2)

泰勒展开：中心差分有二阶截断误差 𝒪(𝜀2) 图中 𝑥对应 𝜃𝑖，Δ𝑥对应 𝜀

来源：Kakitc, Finite difference method, CC BY-SA 4.0

结论
中心差分通过两次前向计算检查反向传播得到的梯度
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2 自动微分记录并反向遍历计算图

执行运算 记录依赖与中间量 形成动态图

调用 backward逆序调用局部规则参数累积到 .grad

结论
自动微分是一种高效计算方式，用来执行链式法则的计算

来源：PyTorch Autograd官方文档
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2 PyTorch官方 FashionMNIST模型与维度

class NeuralNetwork(nn.Module): # 定义模型类
def __init__(self): # 创建网络层

super().__init__() # 初始化 nn.Module
self.flatten = nn.Flatten() # 展平图像
# 按给定顺序连接各层
self.linear_relu_stack = nn.Sequential(

nn.Linear(28*28, 512), # 784 维映射到 512 维
nn.ReLU(), # 加入非线性
nn.Linear(512, 512), # 512 维映射到 512 维
nn.ReLU(), # 再次加入非线性
nn.Linear(512, 10) # 输出 10 类得分

)

def forward(self, x): # 定义前向计算
x = self.flatten(x) # 保留 batch 维
# 计算每张图像的未归一化类别得分
logits = self.linear_relu_stack(x)
return logits # 返回 logits

来源：PyTorch官方教程, Build the Neural Network

官方模型的单样本公式与维度

𝑑 = 784, 𝑟1 = 𝑟2 = 512, 𝐾 = 10

𝐡1 = ReLU(𝐖⊤
1 𝐱 + 𝐛1) ∈ ℝ𝑟1

𝐡2 = ReLU(𝐖⊤
2 𝐡1 + 𝐛2) ∈ ℝ𝑟2

𝐬 = 𝐖⊤
3 𝐡2 + 𝐛3 ∈ ℝ𝐾

𝐖1 ∈ ℝ𝑑×𝑟1 , 𝐖2 ∈ ℝ𝑟1×𝑟2 , 𝐖3 ∈ ℝ𝑟2×𝐾
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2 一次训练更新对应完整学习闭环

optimizer.zero_grad() # 清空上轮累积梯度

logits = model(x) # 前向计算类别得分
loss = criterion(logits, y) # 计算 mini-batch 损失

loss.backward() # 反向计算并累积梯度
optimizer.step() # 根据梯度更新参数

1. 清空上一次梯度
2. 前向计算类别得分与损失
3. 反向计算全部参数梯度
4. 优化器更新参数

结论
先清空旧梯度，再执行反向传播

思考
损失不下降时应该先观察什么？
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3
模型的训练与泛化



3 训练失败的诊断流程

观察现象 提出假设 单独干预 比较证据

损失不降：梯度异常、激活失效或学习率不合适

损失震荡：学习率过大或 mini-batch梯度噪声较强

梯度变小：饱和激活、初始化尺度不当或网络过深

验证变差：过拟合、预处理不一致或数据分布变化等

结论
控制变量：每次只改变一个因素，判断干预是否有效
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3 激活函数：Sigmoid饱和时梯度逐层变小

𝜎 ′(𝑧) = 𝜎(𝑧)(1 − 𝜎(𝑧)) ≤ 1
4

大幅正负输入，导致 Sigmoid激活进入
饱和区
多层（链式）相乘持续缩小梯度
梯度问题：同时受权重与数据尺度
影响

输出层

第 3层

第 2层

第 1层

Sigmoid梯度范数示意图

与 ReLU对照
ReLU在正区间的局部导数为 1
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3 初始化尺度影响每层预激活的大小

输入 第 1层 第 2层 第 3层 第 4层
0

1

2

网络深度

相
对
预
激
活
标
准
差 过小

合适
过大

过小：预激活随深度逐
层衰减

合适：各层保持相近
尺度

过大：预激活逐层放大
或进入饱和区

反向传播：梯度也会经
历类似的逐层尺度变化

结论
Xavier与 He初始化用于稳定深度网络的层间信号尺度
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3 从方差传播得到 He初始化

近似假设：第 𝑙层输入宽度为 𝑛in，权重 𝑊𝑙 ,𝑖𝑗为零均值且相互独立，并与 ℎ𝑙−1,𝑖 = ReLU(𝑧𝑙−1,𝑖)独立

方差传播计算

𝑧𝑙 ,𝑗 =
𝑛in

∑
𝑖=1

𝑊𝑙 ,𝑖𝑗ℎ𝑙−1,𝑖

Var(𝑧𝑙 ,𝑗) ≈ 𝑛in Var(𝑊𝑙 ,𝑖𝑗)𝔼[ℎ2𝑙−1,𝑖]

𝔼[ℎ2𝑙−1,𝑖] ≈
1
2
𝔼[𝑧2𝑙−1,𝑖] ReLU激活

Var(𝑧𝑙 ,𝑗) ≈
𝑛in

2
Var(𝑊𝑙 ,𝑖𝑗)𝔼[𝑧2𝑙−1,𝑖]

He初始化
针对 ReLU激活函数

Var(𝑊𝑙 ,𝑖𝑗) ≈
2
𝑛in

Xavier初始化：近似对称激活函
数常用

Var(𝑊𝑙 ,𝑖𝑗) ≈
2

𝑛in + 𝑛out

同时考虑输入与输出宽度
来源：Glorot与 Bengio 2010，He等 2015
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3 BN放在 ReLU前后会归一化不同变量

定义 | mini-batch归一化 (Batch Normalization, BN)

𝝁𝐵 =
1
𝑚

𝑚

∑
𝑖=1

𝐳𝑖, 𝝈 2
𝐵 = 1

𝑚

𝑚

∑
𝑖=1

(𝐳𝑖 − 𝝁𝐵)⊙2, 𝐳̂𝑖 =
𝐳𝑖 − 𝝁𝐵

√𝝈 2
𝐵 + 𝜀

, BN(𝐳𝑖) = 𝜸 ⊙ 𝐳̂𝑖 + 𝜷

BN位于 ReLU前
Linear BatchNorm ReLU

归一化预激活 𝐳
原始 BN与 ResNet v1采用这一顺序

BN位于 ReLU后
Linear ReLU BatchNorm

归一化 ReLU输出的非负表示 𝐡
仿射变换后的输出不必保持非负

结论
MLP多采用 Linear、BatchNorm、ReLU顺序；ResNet v2使用 BatchNorm、ReLU、Conv的完整预激活
来源：Ioffe与 Szegedy 2015，He等 2016 ResNet v1，He等 2016 ResNet v2，Hasani与 Khotanlou 2019
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3 Batch Normalization在训练与推理时的区别

定义 | mini-batch归一化 (Batch Normalization, BN)

𝝁𝐵 = 1
𝑚

𝑚
∑
𝑖=1

𝐳𝑖, 𝝈2
𝐵 = 1

𝑚

𝑚
∑
𝑖=1

(𝐳𝑖 − 𝝁𝐵)⊙2, 𝐳̂𝑖 =
𝐳𝑖 − 𝝁𝐵

√𝝈
2
𝐵 + 𝜀

, BN(𝐳𝑖) = 𝜸 ⊙ 𝐳̂𝑖 + 𝜷

训练时
使用当前 mini-batch的均值与方差
更新运行均值与运行方差
与随机 mini-batch共同产生噪声

推理时
使用训练期间的统计量
不依赖当前测试 batch的样本
保留学习到的 𝛾与 𝛽参数

来源：PyTorch BatchNorm1d官方文档
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3 学习率大小：决定训练是收敛还是震荡
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3 SGD、Momentum与 Adam使用不同状态

SGD 当前梯度 𝐠(𝑡) 𝜽(𝑡 + 1) = 𝜽(𝑡) − 𝜂𝐠(𝑡)

Momentum 当前梯度 𝐠(𝑡)
一阶历史 𝐯(𝑡 − 1)

𝐯(𝑡) = 𝛽𝐯(𝑡 − 1) + 𝐠(𝑡)
𝜽(𝑡 + 1) = 𝜽(𝑡) − 𝜂𝐯(𝑡)

Adam
𝐦(𝑡) = 𝛽1𝐦(𝑡 − 1) + (1 − 𝛽1)𝐠(𝑡), 𝐯(𝑡) = 𝛽2𝐯(𝑡 − 1) + (1 − 𝛽2)𝐠(𝑡) ⊙ 𝐠(𝑡)

𝐦̂(𝑡) =
𝐦(𝑡)
1 − 𝛽 𝑡1

, 𝐯̂(𝑡) =
𝐯(𝑡)
1 − 𝛽 𝑡2

𝜽(𝑡 + 1) = 𝜽(𝑡) − 𝜂
𝐦̂(𝑡)

√𝐯̂(𝑡) + 𝜀

𝐦̂(𝑡)给出平滑方向，√𝐯̂(𝑡) + 𝜀决定各坐标的更新尺度
若稳定梯度约为 (10, 0.1)，归一化后两个坐标的更新尺度更接近
零初始化会使训练初期的矩估计偏小，1 − 𝛽 𝑡

1与 1 − 𝛽 𝑡
2用于偏差修正

来源：Sutskever等 2013，Kingma与 Ba 2015
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3 三种优化方法轨迹

SGD

当前梯度决定方
向，狭长方向容易震荡

Momentum

历史动量平滑方
向，横向震荡逐渐减弱

Adam

逐坐标缩放步长，
不同方向采用不同尺度
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3 Muon为矩阵参数整形更新方向

矩阵梯度 𝐆(𝑡) 动量𝐌(𝑡) Newton–Schulz 近正交更新 𝐎(𝑡)

𝐌(𝑡) = 𝛽𝐌(𝑡 − 1) + (1 − 𝛽)𝐆(𝑡), 𝐌(𝑡) = 𝐔𝚺𝐕⊤ ⟹ 𝐎(𝑡) ≈ 𝐔𝐕⊤

参数分工
Muon：隐藏层二维权重矩阵

AdamW：嵌入、输出头、偏置和归一
化参数

大模型案例
Moonlight：3B激活、16B总参数的
MoE，训练 5.7T tokens

Kimi K2：32B激活、1T总参数的MoE，
训练 15.5T tokens，使用MuonClip

结论
Muon为矩阵参数提供新的更新几何，实际大模型训练常与 AdamW分工使用

来源：Jordan 2024，Liu等 2025，Moonshot AI Kimi K2
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3 Muon试图避免少数方向主导矩阵更新

Transformer中的参数更新矩阵常由少数
奇异方向占据主导

若 𝐆 = 𝐔𝚺𝐕⊤，Muon将更新 ≈ 𝐔𝐕⊤

抹除奇异值影响：大奇异值不再继续放
大优势，弱方向获得相对更大更新强度

Newton–Schulz迭代避免 SVD高计算成本

达到相当训练损失的相对计算量

0 25% 50% 75% 100%

AdamW
1

0.5

结论
Muon的目的是整体用更少训练 FLOPs达到目标损失（不是单步优化更便宜）
来源：Jordan 2024，Liu等 2025
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3 “小数据”+较宽MLP可以“复现”过拟合

0 20 40 60 80 100
0

1

2

epoch

损
失

训练
验证

实验设置
固定较小训练（子）集
使用更宽的MLP
训练足够多轮

用 L2正则、Dropout、数据增强、Early Stopping等方法减弱或者避免过拟合
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3 L2正则化不总等同于 weight decay

L2正则化
在优化目标中加入参数惩罚

𝐿reg = 𝐿 + 𝜆
2
‖𝜽‖22

weight decay
在参数更新中直接缩小参数

𝜽 ← (1 − 𝜂𝜆)𝜽 − 𝜂𝐠

结论
对普通 SGD等价，对 Adam等自适应方法优化通常不等价

来源：Loshchilov与 Hutter 2019
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3 Dropout在训练时保持激活的期望

训练 step 1 训练 step 2

Dropout实现方法

𝑚𝑗 ∼ Bernoulli(1 − 𝑝)

ℎ̃𝑗 =
𝑚𝑗ℎ𝑗
1 − 𝑝

𝔼[ℎ̃𝑗] =
𝔼[𝑚𝑗]
1 − 𝑝

ℎ𝑗 = ℎ𝑗

训练时随机采样掩码保留单元除以
1 − 𝑝从而保持激活的条件期望

推理时关闭 Dropout并使用完整网络
不再进行额外缩放

来源：PyTorch Dropout文档，Srivastava等 2014

廖振宇 深度学习与计算机视觉 模型的训练与泛化 45 / 52

https://docs.pytorch.org/docs/stable/generated/torch.nn.Dropout.html
https://www.jmlr.org/papers/v15/srivastava14a.html


3 PyTorch用模式切换控制 Dropout

model = nn.Sequential( # 按顺序组装 MLP

nn.Linear(784, 256), # 计算隐藏单元
nn.ReLU(), # 生成非线性表示
nn.Dropout(p=0.3), # 丢弃概率 p

nn.Linear(256, 10) # 输出 logits

)

model.train() # 开启 Dropout

logits_train = model(x) # 保留值除以 0.7

model.eval() # 关闭 Dropout

with torch.no_grad(): # 不记录梯度
logits_eval = model(x) # Dropout 为恒等映射

train()使用随机 mask与
缩放

eval()不再丢弃也不再
缩放

结论
验证与测试前调用 model.eval()
来源：PyTorch Dropout官方文档
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3 数据增强和 Early Stopping

数据增强
在保持类别语义前提下
如：小幅平移、旋转或裁剪等
改变训练数据分布

原图 旋转 12∘并平移

Early Stopping
用验证集选择停止 epoch
保存验证表现最好的参数

最佳验证 epoch
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3 单因素实验判断哪种干预有效

设置 验证损失 测试准确率 停止 epoch 主要变化

较宽MLP基准 0.533 80.8% 100 无
仅 AdamW 0.532 80.8% 100 解耦权重衰减
仅 Dropout 0.499 81.2% 100 𝑝 = 0.30
仅轻量增强 0.517 80.8% 100 一像素平移
仅 Early Stopping 0.518 80.5% 64 验证损失选择

结论
不把多种方法叠加后再把改进归因于其中某一种方法

思考
哪一种干预直接针对当前观察到的失败现象？
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3 ReLU MLP是否真正优于两个线性层？

线性 Softmax 无激活双线性层 ReLU MLP

参数量 7,850 25,450 25,450
验证集选择的学习率 0.003 0.003 0.003
测试准确率 83.9 ± 0.1% 84.2 ± 0.2% 85.5 ± 0.3%
非线性激活 无 无 ReLU

结论
无激活模型即使参数更多，整体函数仍然是线性的

思考
如果 ReLU MLP的优势稳定出现，最合理的结构解释是什么？
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3 MLP改善了哪些类别，又留下哪些错误？
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代表性种子的混淆矩阵
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1
线性 Softmax ReLU MLP

回顾 Recall𝑘 =
TP𝑘

TP𝑘 + FN𝑘

比较逐类召回率变化

查看典型改善与剩余错误
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3 MLP能学习非线性，但没有充分利用图像结构

28 × 28 ⟶ 𝐱 ∈ ℝ784

输入图像展平后，相邻像素关系没有被
保留
平移后的同一局部模式需要重新学习，
不同位置的相同模式不能自动共享参数
参数量随输入尺寸快速增加

思考
怎样让机器学习模型：充分利用数据的空间
（局部）结构？
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3 从线性模型到可训练的MLP

表达能力
ReLU激活引入非线性

参数学习
反向传播

泛化性能
受控实验

为什么需要非线性：连续线性层仍可合并，ReLU改变函数类型
梯度怎样跨层传播：反向传播 +自动微分
怎样判断真的更好：固定协议，比较曲线、准确率与错误模式

结论
MLP让模型学会非线性函数，但仍没有利用图像空间结构
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附录导览

A｜表达能力与激活函数补充 激活函数与分段线性区域

B｜反向传播与自动微分补充 Jacobian与反向模式

C｜优化方法与曲率 动量、自适应步长与二阶方法

D｜正则化与归一化 L1、L2与归一化方法

E｜实现与实验参考 NumPy、梯度检查与训练循环
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附录 A

表达能力与激活函数补充

激活函数与分段线性区域



A 常见激活函数的图像与表达式

Sigmoid

𝜎(𝑥) = 1
1 + 𝑒−𝑥

tanh

tanh(𝑥) = 𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥

ReLU

ReLU(𝑥) = max(0, 𝑥)

Leaky ReLU

max(𝛼𝑥, 𝑥) 𝛼 = 0.1

ELU

{
𝑥 𝑥 ≥ 0
𝛼(𝑒𝑥 − 1) 𝑥 < 0

𝛼 = 1

GELU

GELU(𝑥) = 𝑥Φ(𝑥)

SiLU

SiLU(𝑥) = 𝑥𝜎(𝑥)

Sigmoid常用于二分类输出层与门控；tanh常用于循环网络；二者输出有界且平滑，但大幅度输入容易饱
和并使梯度变小
ReLU是MLP与 CNN隐藏层的常用基线，计算简单且正区间不饱和，但负区间可能产生长期关闭单元
Leaky ReLU与 ELU保留负区间梯度，可缓解关闭单元问题，代价是额外超参数或指数计算
GELU常见于 BERT与 ViT；SiLU常见于 EfficientNet；曲线平滑且允许小负输出，但计算开销高于 ReLU且
效果依赖具体结构
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A ReLU网络为何产生分段线性区域？

𝑓𝜃(𝐱) = 𝐀𝑟𝐱 + 𝐛𝑟 𝐱 ∈ ℛ𝑟

每个 ReLU只有开与关两种局部状态

固定激活模式后网络在区域内是线性/
仿射函数

不同激活模式把输入空间切分成凸多
面体区域

模式 1

模式 2

模式 3

延伸阅读
Hinz与 van de Geer逐层追踪区域及其像空间维度，给出 ReLU网络仿射线性区域数量的统一上界；核心启示是
深度可反复细分给定的输入空间

Hinz and van de Geer, A Framework for the Construction of Upper Bounds on the Number of Affine Linear Regions of ReLU Feed-Forward Neural Networks

IEEE Transactions on Information Theory, 65(11):7304–7324, 2019 doi:10.1109/TIT.2019.2927252
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附录 B

反向传播与自动微分补充

Jacobian与反向模式



B Jacobian矩阵与反向模式

定义 | Jacobian矩阵
对 𝐯 = 𝑔(𝐮)，𝐯 ∈ ℝ𝑚, 𝐮 ∈ ℝ𝑛

𝐉𝐯,𝐮 =
𝜕𝐯
𝜕𝐮

= [
𝜕𝑣1/𝜕𝑢1 ⋯ 𝜕𝑣1/𝜕𝑢𝑛

⋮ ⋱ ⋮
𝜕𝑣𝑚/𝜕𝑢1 ⋯ 𝜕𝑣𝑚/𝜕𝑢𝑛

] ∈ ℝ𝑚×𝑛

𝜕𝐿
𝜕𝐮

= 𝐉⊤𝐯,𝐮
𝜕𝐿
𝜕𝐯

标量损失只有一个输出方向
参数数量可以非常大
不存完整 Jacobian，只保存矩阵向量乘积

上游梯度

局部 Jacobian

需要的梯度乘积
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附录 C

优化方法与曲率

动量、自适应步长与二阶方法



C Momentum与 Nesterov的完整更新

Momentum

𝐯(𝑡 + 1) = 𝜇𝐯(𝑡) − 𝜂𝐠(𝑡)
𝜽(𝑡 + 1) = 𝜽(𝑡) + 𝐯(𝑡 + 1)

Nesterov

̃𝜽(𝑡) = 𝜽(𝑡) + 𝜇𝐯(𝑡)

𝐠(𝑡) = ∇𝐿( ̃𝜽(𝑡))

结论
Nesterov在沿动量前视的位置计算梯度
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C AdaGrad与 RMSProp怎样改变步长？

AdaGrad

𝐯(𝑡) = 𝐯(𝑡 − 1) + 𝐠(𝑡) ⊙ 𝐠(𝑡)

平方梯度持续累积，步长单调减小

RMSProp

𝐯(𝑡) = 𝜌𝐯(𝑡 − 1) + (1 − 𝜌)𝐠(𝑡)2

指数移动平均缓解持续衰减

结论
两种方法都按参数维度使用历史梯度尺度调整更新
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C Hessian描述局部曲率

定义 | Hessian矩阵

𝐇(𝜽) = ∇2𝜽𝐿(𝜽)

局部极小
特征值大多为正

局部极大
特征值大多为负

鞍点
同时存在正负特征值

局部极小 𝑓 (𝑥) = 𝑥2 局部极大 𝑓 (𝑥) = −𝑥2 鞍点沿不同方向一正一负

结论
神经网络的 Hessian规模巨大并且通常可能不定（i.e. 存在零或者负特征值）
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C 二阶方法为什么没有直接取代一阶方法？

定义 | Newton法

𝜽(𝑡 + 1) = 𝜽(𝑡) − 𝐇(𝑡)−1𝐠(𝑡)

Hessian计算和存储代价高
mini-batch曲率带有噪声，导致估
计 Hessian可能不定

结论
实际系统常使用一阶方法或近似曲率信息，如 Hessian的对角矩阵近似
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附录 D

正则化与归一化

L1、L2与归一化方法



D L1与 L2正则化改变参数收缩方式

定义 | L1范数

‖𝜽‖1 =
𝑑

∑
𝑗=1

|𝜃𝑗|, 𝐿reg = 𝐿 + 𝜆‖𝜽‖1

在零点不可微，软阈值能将小坐标精
确变成零，从而形成稀疏参数

定义 | L2范数

‖𝜽‖2 =
√

𝑑

∑
𝑗=1

𝜃2𝑗 , 𝐿reg = 𝐿 + 𝜆
2
‖𝜽‖22

平方惩罚处处可微，各坐标按比例连
续收缩，通常变小但仍保持非零

具体例子：对同一向量施加一次正则化收缩
设更新前 𝐮 = (1.4, 0.5, 0.2)且收缩强度 𝜏 = 0.4

sign(𝐮)max(|𝐮| − 𝜏 , 0)⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟
L1软阈值

= (1.0, 0.1, 0), 𝐮
1 + 𝜏⏟

L2连续收缩

≈ (1.00, 0.36, 0.14)
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D Batch Normalization的动机与完整算法

训练中的尺度变化
前层参数更新会改变后层预激活
的均值与尺度

尺度过大或过小时，激活可能饱
和，梯度也可能逐层放大或缩小

因此，大规模深层网络更依赖合
适的初始化与学习率

核心问题：优化稳定性

BN可以控制特征尺度，使梯度变
化可控、可预测，支持较大学
习率

对 mini-batch中每个特征归一化

𝜇𝐵 = 1
𝑚

𝑚

∑
𝑖=1

𝑧𝑖, 𝜎 2
𝐵 = 1

𝑚

𝑚

∑
𝑖=1

(𝑧𝑖 − 𝜇𝐵)2

̂𝑧𝑖 =
𝑧𝑖 − 𝜇𝐵

√𝜎 2
𝐵 + 𝜀

, 𝑦𝑖 = 𝛾 ̂𝑧𝑖 + 𝛽

训练时使用 batch统计量并更新滑动均值
与方差

𝛾 , 𝛽保留可学习的尺度与偏移推理时使用
保存的统计量

来源：Ioffe与 Szegedy 2015，Santurkar等 2018
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D 其他归一化方法使用哪些统计量？

蓝色单元共享同一组均值与方差图中 𝑁为 batch轴 𝐶为通道轴 𝐻,𝑊为空间轴

方法 归一化范围 是否依赖 batch 常见场景

BatchNorm 同一通道的 𝑁 ,𝐻 ,𝑊 是 较大 batch的视觉模型
LayerNorm 单样本的 𝐶, 𝐻 ,𝑊 否 Transformer与序列模型
InstanceNorm 单样本单通道的 𝐻,𝑊 否 风格迁移与图像生成
GroupNorm 单样本分组通道的 𝐶, 𝐻 ,𝑊 否 小 batch视觉模型

对比图来源：Wu与 He 2018 Figure 2 参考：BatchNorm，LayerNorm，InstanceNorm，GroupNorm
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附录 E

实现与实验参考

NumPy、梯度检查与训练循环



E NumPy forward/backward最小实现

z = x @ W1 + b1
h = np.maximum(z, 0)
s = h @ W2 + b2
p = softmax(s)

ds = p - onehot(y)
dW2 = h.T @ ds / m
dh = ds @ W2.T
dz = dh * (z > 0)
dW1 = x.T @ dz / m

forward返回损失与缓存
backward读取缓存
每组参数返回同形状梯度
偏置梯度沿 batch维求和
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E 数值梯度检查伪代码

for index in sampled_parameter_indices:
old = theta[index]

theta[index] = old + eps
loss_plus = forward(theta)

theta[index] = old - eps
loss_minus = forward(theta)

theta[index] = old
grad_num = (loss_plus - loss_minus) / (2 * eps)
compare(grad_num, grad_backward[index])

结论
对每组参数分别报告最大相对误差并固定随机操作
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E PyTorch完整训练与评价循环

训练模式 验证模式 冻结配置 测试一次

选择超参数

训练阶段
DataLoader、zero_grad、forward、
backward、step

评价阶段
model.eval、no_grad、保存最佳
checkpoint
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E 可复现实验需要记录什么？

数据版本与划分
模型结构与参数量
随机种子与初始化
优化器与学习率
batch size与最大 epoch

Early Stopping规则
软件与硬件版本
代表性种子规则
均值与标准差
原始曲线和配置文件

结论
保留记录，所有核心结果都可以从原始数值重新生成
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数据、图片与代码来源

来源与参考文献
数据与工具

Fashion-MNIST
Zalando Research官方仓库

Half-moon
scikit-learn make_moons文档

自动微分
PyTorch Autograd文档

图片与代码

机制图
本讲 LaTeX与 TikZ原创绘制

实验图
本讲实验脚本从官方数据与保存数值生成

复用素材
第三讲已记录来源的 Fashion-MNIST本地生成资
产及学习率教学示意图

实验记录：参数与结果见 assets/generated/experiment-metadata.json；学习率教学示意图复用第三讲，不代表本讲MLP的实测结果
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